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Zajecia 5: Metody wyzszego rzedu

Daniel Kaszyriski

5.1 Metoda Newtona

5.1.1 Teoria stojgca za metodag Newtona

Metoda Newtona (ang. Newton Descent) to kolejny algorytm iteracyjny, czesto uzywany do minimalizacji
funkcji, podobnie jak metoda gradientu prostego i metoda najszybszego spadku omawiane w poprzednich
wyktadach. Wykorzystuje aproksymacje drugiego rzedu do znalezienia punktéw krytycznych danej funkcji f.
Podstawowa idea metody Newtona w optymalizacji jest iteracyjne aktualizowanie wstepnego przypuszczenia
dotyczacego optymalnego rozwiazania w oparciu o pierwszg i druga pochodna funkcji. Regula aktualizacji
wywodzi sie z rozwiniecia funkcji w szereg Taylora wokol biezacego przypuszczenia.

Aby lepiej zrozumieé¢ dzialanie tego algorytmu, zacznijmy od przyblizenia szeregu Taylora wokol punktu xy,
az do pochodnej drugiego stopnia (przyblizenie Taylora drugiego rzedu f):

Flan+h) = flaw) + b+ 5 @ (-1

Celem tej metodologii jest znalezienie h, dla ktorego funkcja wokél danego punktu x zmienia sie najszybcie;j.
Zakladamy, ze w kazdym kroku podane jest xj, a zatem jest to warto$¢ stata. Majac to na uwadze mozemy
dokonaé¢ obserwacji, iz szereg Taylora jest wielomianowym wzorem na aproksymacje wartosci (f(xg), f'(xg)
oraz %f"(xk) sa stale, pozostawiajac nam do dyspozycji tylko h).

Nastepnie mozemy zastosowaé¢ warunki pierwszego rzedu i przyréwnaé¢ pochodna naszego przyblizenia do
zera:

0= % (f(xk) + [/ (@) + ;f”(a:k)l#) = f'(wr) + [ (wr)h (5.2)

Nastepnie, stosujac proste przeksztalcenie wzoru, mozemy otrzymaé¢ wzor na optymalng wartos¢ h:

()

h = 7f”(33k)

(5.3)

Ten wzér na h mozna wykorzysta¢ do obliczenia krokéw podejmowanych w kolejnych iteracjach metody
Newtona dla funkcji 1D.
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Definicja 1: Metoda Newtona (ang. Newton Descent) dla funkcji 1D

Majac na uwadze fakt, iz metoda Newtona jest algorytmem iteracyjnym, punktem obliczonym w
(k — 1)-tej iteracji tego algorytmu dla funkcji f: D C R® — R, 2 € D nazywamy:

f' (k)
f//(xk)

gdzie k € N jest numerem iteracji, f’(xy) jest pochodna pierwszego stopnia funkcji f w punkcie xy,
oraz f"(xk) jest pochodna drugiego stopnia funkcji f w punkcie .

Tpy1 =T +h =xp — (5.4)

Algorytm Newton descent przedstawiony we wzorze powyzej (5.4) mozna uogélnié¢ do wiekszej ilosci wymia-
réw, zastepujac pochodng gradientem, a odwrotnosé drugiej pochodnej odwrotnoscia Hesjanu (poniewaz jak
wiemy z poprzednich wykladéw, Hesjan jest uogélnieniem drugiej pochodnej).

Definicja 2: Metoda Newtona (ang. Newton Descent)

Majac na uwadze fakt, iz metoda Newtona jest algorytmem iteracyjnym, punktem obliczonym w
(k — 1)-tej iteracji tego algorytmu dla funkcji f: D C R® — R, 2 € D nazywamy:
Tpy1 =z — Hp(zg) " Vi (28) (5.5)

gdzie k € N jest numerem iteracji, H¢(x)) ' jest odwrotnoscia Hesjanu a Vy(xy) jest gradientem
funkcji f obliczong w punkcie .

Uwaga! Uzywajac metody Newtona, domyslnie nie wiemy, czy optymalizujemy funkcje w kierunku mini-
mum, maksimum czy innych punktow krytycznych danej funkcji. Newton Descent kieruje sie w strone punktu
stacjonarnosci funkcji. Dlatego dobra praktyka jest wykorzystanie metody Newtona jako ostatniego kroku
optymalizacji, aby szybciej doj$¢ do ekstremum funkcji, do ktérej doszliSmy wczesniej innym algorytmem.
Przyktad 1. Niech f(x) = az?+ bx + ¢ oraz niech x bedzie punktem startowym metody Newtona.

Korzystajac ze wzoru na metode Newtona dla podanej funkcji 1D f, otrzymujemy:

2axg + b
ry=x9g— ————— 5.6
L= 22 (56)
Mozemy wéwczas podzieli¢ utamek uzyskany po prawej stronie réwnania na dwie czesci:
2ax b
T1 =T — - — 5.7
! 0 2a 2a (5:7)
Dzigki tej transformacji mozemy wyeliminowaé¢ wyrazenia zawierajace xg:
b
] =—— 5.8
! 2a (5:8)

Otrzymany wzor na x; jest wzorem na wierzcholek funkcji wielomianowej drugiego rzedu (w tym
przypadku minimum). Zatem w jednym kroku jesteSmy w stanie znalezé ekstremum funkcji. Jak
widzimy, algorytm ten jest bardzo skuteczny, gdy mamy do czynienia z problemami zwiazanymi z
formami kwadratowymi.

Jak wida¢ we wzorze na Newton descent (5.5)), aby obliczyé¢ kolejne kroki wykonywane w kazdej iteracji
algorytmu, musimy znaé¢ Hesjan funkcji. Aby méc obliczy¢é Hesjan funkcji, nalezy wyprowadzi¢ pochodna
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czastkowa po x; oraz x;.

9°f _of
6:&? e Ox10x,
Hy(x) = : . :
9% f i
Oy 0z ox2

Aby obliczy¢ Hesjan numerycznie, musimy zastosowaé przyblizenia pochodnych czastkowych - réznic skonczo-
nych. Oznacza sie je za pomoca znaku A. Dlatego macierz Hessego wykorzystujaca wspomniane przyblizenia
wygladataby nastepujaco:

A%f A2%f
Ax? U Axrn Az,
Hy(z) = : . :
_A%F A’y
Az, Az, ' Ax?

Majac na uwadze wzér na roéznice centralng, mozemy zapisaé pojedyncza skonczona réznice po x; jako:

of . v Af o flz+eih)— f(z—eh)
ox; (z) ~ Azx; (@) = 2h

(5.9)

Podobnie, kazdy element macierzy Hessego, bedacy skoiczong réznica pomiedzy x; i x;, bedzie wygladat
nastepujaco:
A?f

ACL’iAl'j

f(x +eih+ejh) — f(x+eh—ejh) — f(xr —eih+e;h) + f(x — e;h — ejh)
4h?

(z) =

(5.10)

Warto zaznaczy¢, ze kolejnosé stosowania przyblizen pochodnych czastkowych nie ma znaczenia. Jesli funk-
cja f € O? (jest co najmniej dwukrotnie rézniczkowalna), korzystajac z twierdzenia Schwartza, mozemy
udowodnié, co nastepuje:

AQ 2
/ = =¥ (5.11)
ACCZ‘AI]' AIJAIZ
co réwniez $wiadczy o:
Hy(x) = Hf (z) (5.12)

Kolejna rzecza warta uwagi jest fakt, iz nie z kazdej funkcji mozna latwo uzyskaé¢ Hesjan (na przyklad
funkcje, ktére nie maja krzywizny). Aby zapewnié¢ prawidlowa prace algorytmu, nalezy zastosowaé pewien
trik. Ten trik sprowadza sie do korekcji Hesjanu funkcji poprzez dodanie do niego macierzy diagonalnej
pomnozonej przez malg wartosé A. Zmiane te nalezy zastosowaé zawsze, gdy wyznacznik abs(Hy(z)) jest
mniejszy niz odgédrnie ustalony prég t. Opisana metoda jest czesto nazywana regresja grzbietu lub korekta
Levenberga-Marquardta.

5.1.2 Metoda Newtona-Raphsona

There is also another algorithm, similar to Newton descent, that is worth mentioning. It is called the Newton-
Raphson method (and sometimes just Newton’s method). This algorithm is a root-finding algorithm which
produces successively better approximations to the roots (or zeroes) of a given function. The formula used
by this algorithm is as follows:

Warto réwniez wspomnie¢ o innym algorytmie, podobnym do metody Newtona. Nazywa sie on metoda
Newtona-Raphsona (a czasami po prostu metoda Newtona). Algorytm ten jest algorytmem znajdowania
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miejsc zerowych, ktory generuje sukcesywnie lepsze przyblizenia tych miejsc dla danej funkcji. Wzér uzywany
przez ten algorytm wyglada nastepujaco:

f(xx)

Tr4+1 = Tk — fl(xk)

(5.13)

Uwaga! Jest to wzér bardzo podobny do wzoru metody Newtona, rézni si¢ jednak stopniem pochodnych
funkcji f. Dwa wspomniane algorytmy prébuja rozwigza¢ dwa roézne problemy. Laczy ich jednak wspolna
relacja. Metoda Newtona-Raphsona znajduje miejsca zerowe podanej jej funkcji. Zakladajac, ze dana funkcja
jest juz pochodng innej funkcji (branej pod uwage przez algorytm Newton descent), znalezienie tych miejsc
zerowych w istocie daje nam wzér na Newton descent i rozwiazuje adresowane przez niego problemy.

5.1.3 Implementacja algorytmu Newton descent

Uzywajac jezyka programowania R mozemy napisa¢ implementacje metody Newtona. Po pierwsze potrze-
bujemy funkcji do obliczenia numerycznej macierzy Hessego:

num_hessian <- function(f, x, h = 10°-3){
#’ Hesjan Numeryczny
#)

#’ Q@description Funkcja odpowiedzialna za wyznaczenie numerycznego Hesjanu
#’ poprzez obliczenie macierzy pochodnych czastkowych.

#J

#’ @param f funkcja. Funkcja, ktorej Hesjan wyznaczamy

#’ Oparam x wektor numeryczny. Punkt, w ktorym wyznaczany jest
#’ numeryczny Hesjan

#’ @param h skalar. Wartosc roznicy skonczonej

#7

#° Qusage num_hessian(f, x)

#J

#’ Q@return Hesjan pochodnych czastkowych funkcji f.

n <- length(x)
H <- matrix(NA, nrow = n, ncol = n)
E <- diag(n)

for(i in 1 : n) { # Wiersze
for(j in 1 : n) { # Kolumny
H[i, j] <= (
f(x+E[i,]*h+E[j,]1*h) - f£(x+E[i,]1*h-E[j,]*h)
- f(x-E[i,]*h+E[j,]1*h) + f(x-E[i,]*h-E[j,]*h)
) / (4xh"2)

}

return (H)

Listing 1: Implementacja numerycznej macierzy Hessego

Wzér stosowany w kolejnych iteracjach algorytmu Newton descent wymaga obliczenia odwrotnosci macierzy
Hessego. Na szczedcie jezyk R zapewnia gotowe rozwiazanie tego problemu w postaci metody solve().
my_fun <- function(x) 1/8*x[1]"2+x[2]"2

x0 <- c(3, 4)
solve (num_hessian(my_fun, x0)) # Zwraca odwrotnosc macierzy Hessego

Listing 2: Przyklad metody solve() dla Hesjanu funkcji
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Having the ability to calculate the inverse of the matrix, we can finally create the code necessary for the New-
ton descent algorithm. Example of it’s implementation can look like this:

Majac mozliwosé obliczania odwrotnoéci macierzy, mozemy teraz stworzy¢ kod algorytmu metody Newtona.
Przyklad implementacji moze wygladaé nastepujaco:

newton_descent <- function(f, x, K = 100){

#°
#
#°
#
#
#
#
#
#
#°
#
#
#

METODA NEWTONA

WEJSCIE:
- f: funkcja celu

- x: punkt startowy

- K: maksymalny limit iteracji

WYJSCIE:
- X_opt: znalezione rozwiazanie

- f_opt: wartosc funkcji celu w znalezionym rozwiazaniu

- x_hist: historia eksplorowanych rozwiazan
- f_hist: historia wartosci funkcji celu
- t_eval: czas dzialania algorytmu

start_time <- Sys.time ()
results <- list(x_opt = x,

f_opt = f(x),

x_hist = matrix(NA, nrow = K, ncol =
f_hist = rep(NA, K),
t_eval = NA)

results$x_hist[1,] <- x
results$f_hist [1] <- f(x)

for(k in 2: K){

# obliczanie gradientu i hesjanu funkcji f
G <- grad(f, x)
H <- num_hessian(f, x)

# uzycie regresji grzbietowej w celu rozwiazania
# sytuacji, w ktorych nie mozna obliczyc hesjanu
if (abs(det(H)) < 10°(-3)) H <- H + diag(n)*10~(-3)

# opis przejscia z punktu x_k do x_k+1
x_new <- x - solve(H) %*% G

# sprawdzenie czy nowe rozwiazanie

# jest najlepszym dotychczas

if (f(x_new) < results$f_opt){
results$x_opt <- x_new
results$f_opt <- f(x_new)

}

results$x_hist[k,] <- x_new
results$f_hist [k] <- f(x_new)

x <- X_new

}
# roznica czasu pomiedzy koncem i startem algorytmu
results$t_eval <- Sys.time() - start_time

return(results)

}

length(x)),

Listing 3: Przykladowa implementacja Newton descent
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1
Przyklad 2. Niech f(z1,22) = i (21)2 + (22)? oraz Taare = (3,4).

Zbieganie metody Newtona mozna zobaczy¢ na ponizszym wykresie (wraz ze Sciezkami utworzonymi
przez inne podobne algorytmy):
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Rysunek 5.1: Poréwnanie Sciezek uzyskanych przez metode Newtona i inne podobne algorytmy na funkcji f
w przestrzeni 2D

We can see that Newton descent has a path that is significantly different from the other algorithms.
Steepest descent and gradient descent algorithms are moving orthogonal with regards to counter-
plot. Newton descent takes a much more direct route towards the global minimum of the function. It
is no longer going towards locally best direction. This behavior is caused by the fact that the function
f is quadratic.

Mozemy zaobserwowad, ze metoda Newtona ma $ciezke znacznie rézniaca sie od pozostalych algo-
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rytmoéw. Metoda najszybszego spadku i metoda gradientu prostego poruszaja sie ortogonalnie w
odniesieniu do wykresu przeciwnego. Newton descent zmierza znacznie bardziej bezposrednio w kie-
runku globalnego minimum funkcji. Nie kieruje sie juz w strone lokalnie najlepszego rozwigzania. To
zachowanie jest spowodowane faktem, ze funkcja f jest funkcja kwadratowa.
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Rysunek 5.2: Zblizenie $ciezek uzyskanych metoda Newtona i innych podobnych algorytmoéw
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